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Chapitre 1

Introduction

Moyennant le paiement d’une prime, l’assuré acquiert une promesse lorsqu’il souscrit un contrat d’as-
surance : la promesse que l’assureur versera une compensation financière dans le cas où un sinistre
surviendrait. La prime d’assurance apparaît ainsi comme le prix du risque. Et ce prix doit être “juste”,
comme le rappellent Denuit et Charpentier (2004, 2005). Juste du point de vue de l’assureur, pour
honorer les engagements qui ont été pris tout en respectant les contraintes du régulateur et en rému-
nérant adéquatement le capital garantissant sa solvabilité. La somme des primes 1 collectées devrait
ainsi correspondre à la somme des indemnités versées. Mais cette égalité n’a malheureusement pas
grand sens, le montant des primes étant fixé a priori, avant même que la période de couverture ne
commence. Et au moment où la prime est payée, les pertes futures sont des grandeurs aléatoires Y
dont on ne connaît ni la valeur 2 (la réalisation y), ni même le comportement (la loi de probabilité
PY ). Même si PY était connue avec certitude (alors qu’elle ne sera qu’estimée, au mieux), l’assujettis-
sement de Y au hasard rend la déterminer de sa réalisation impossible. Du point de vue de l’assuré,
la prime sera “juste” si le montant payé reflète fidèlement le risque transféré à l’assureur.

Bien souvent, l’actuaire utilisera des variables x = (x1, · · · , xk) qui devraient être prédictives de la
survenance d’un sinistre, ou du coût d’un sinistre s’il survient afin d’individualiser autant que faire
se peut le montant des primes d’assurance. Certaines de ces variables x j induisant une variation
des primes sont bien acceptées : qui s’étonnera qu’un assureur réclame une surprime pour couvrir
le décès éventuel d’un assuré qui s’adonne à la pratique de sports extrêmes ? Par contre, d’autres
facteurs sont plus sensibles, tout particulièrement lorsque l’assuré n’a aucune prise sur eux, comme
l’âge ou l’état de santé, par exemple. Bien souvent, on souhaitera faire varier la prime en fonction de
l’expérience de conduite (historiquement capturée par l’ancienneté du permis de conduire), et non
pas en fonction de l’âge du conducteur, même si cela ne changera généralement que peu de choses
en pratique. Cette recherche de variables dites discriminantes, justifiée économiquement comme
on le verra, n’est jamais loin de pratiques potentiellement discriminatoires, ce qui est au contraire
moralement, et juridiquement, condamnable.

Une certaine flexibilité demeure néanmoins lors de la détermination des primes effectivement payées
par les assurés, dites primes commerciales. L’actuaire doit en effet déterminer le tarif technique mais

1. On parlera ici de prime “pure”, avant tout chargement, correspondant simplement au prix du risque.
2. Notée Y (ω) avec une notation probabiliste, ou une vision juridique puisqu’un contrat aléatoire est une convention

réciproque dont les effets dépendent d’un événement incertain, souvent noté ω, le fameux “état de la nature”.
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rien n’empêche l’assureur de réclamer des primes de mêmes montants à des assurés ne présentant
pas le même niveau de risque. Il est ainsi tout à fait possible d’imposer un tarif identique pour des
profils différents mais cela induit alors des transferts entre différentes catégories d’assurés, transferts
qui paraîtront justifiés aux yeux des uns mais inéquitables aux yeux des autres. Le législateur impose
d’ailleurs parfois de tels transferts. Ce fut le cas par exemple suite l’instauration des tarifs d’assurance
unisexes au sein de l’Union Européenne ou d’un droit à l’oubli favorisant l’accès des patients ayant
souffert d’un cancer à l’assurance emprunteur (couvrant le solde restant dû d’un emprunt) malgré
le risque de décès accru, ou encore l’inclusion des garanties inondations à l’assurance incendie.

En général, la relation entre une variable x j et la prime demandée est difficile à appréhender, comme
l’illustre l’exemple suivant. Supposons qu’au moment de souscrire un contrat d’assurance automobile,
l’assuré s’engage à ne pas faire plus de x kilomètres dans l’année, à quelle relation doit-on s’attendre
entre x et la prime? D’une part, on peut penser que x est liée à l’exposition, et conduire davantage
augmente la probabilité d’avoir un accident, ce qui devrait augmenter la prime ; de l’autre, on peut se
dire que quelqu’un qui conduit davantage acquiert plus d’expérience, et donc de meilleurs réflexes,
ce qui devrait diminuer la probabilité d’avoir un accident, et donc la prime payée.

Sous des hypothèses relativement générales (liées à l’existence d’une loi des grands nombres), la
prime pure π(x ) doit être une approximation de l’espérance conditionnelle m(x ) = E[Y |X = x ] de
la charge (aléatoire) des sinistres Y , connaissant le profil de risque x de l’assuré (comme l’expliquent
longuement Denuit et Charpentier (2004), chapitres 3 et 4). La prime effectivement utilisée en pra-
tique sera une estimation de cette fonction, obtenue à partir de l’historique de données dont dispose
l’assureur. Une étape essentielle du processus de tarification est le choix de l’algorithme qui permettra
de calculer 3 π(x ) à partir de données passées Dn = {(yi , x i)}. C’est ce dont nous discuterons dans
la section 2. Dans la section 3, nous reviendrons sur la discussion que nous avions auparavant, qui
consiste à distinguer la prévision de la charge, et la compréhension de la relation entre les variables
prédictives, et la prime demandée. Cette étape est essentielle, et son importance a été renforcée par la
réglementation en vigueur au sein de l’Union Européenne. Thiery et Schoubroeck (2006) rappellent
que la directive de 2004 (dite “Gender Directive”) introduisait une notion d’équité dans les tarifs, et
donc dans les modèles, renforcée par le Règlement Général sur la Protection des Données (RGPD)
qui introduit une notion d’interprétabilité. Cette discussion sera poussée dans la section 4, où on
s’interrogera sur les biais et l’équité des algorithmes prédictifs. Finalement, dans la section 5, nous
reviendrons dans le domaine de l’assurance, en discutant la notion d’hétérogénéité, qui sert souvent
de fondement pour justifier la segmentation des primes. Nous discuterons alors la variabilité induite
par l’hétérogénéité, et son impact dans la spirale dans la segmentation.

Avant de poursuivre, notons que les termes “prédiction” et “estimation”, voire “prévision” et “calibra-
tion”, sont souvent utilisés comme synonymes en data science, la science des données moderne, au
confluent de la statistique et de l’informatique, alors qu’ils recèlent de subtiles nuances en statistique
classique. L’estimation porte ainsi sur un paramètre du modèle considéré, donc sur une constante in-
connue, alors que la prédiction concerne quant à elle une variable aléatoire, tout comme la prévision.
L’estimation porte donc sur un nombre obtenu à l’aide de la fonction de répartition F d’une variable
aléatoire Y , comme la moyenne ou la variance, tandis que la prédiction porte sur une quantité faisant
intervenir la variable aléatoire Y elle-même. Dans les deux cas, le modèle statistique est le même,
mais le but diffère. La prédiction est donc entachée d’une plus grande erreur que l’estimation puisque
la cible est mouvante. L’erreur de prédiction se réduit lorsque l’information augmente, mais ne peut

3. ou d’optimiser, car bien souvent on cherche la “meilleure” prime (suivant un critère qui reste à définir).
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disparaître puisque l’aléa demeure même lorsque les paramètres qui le régissent sont connus 4. Là
où les choses se compliquent, c’est qu’on prédit bien souvent la réalisation d’une variable aléatoire
en estimant un paramètre (typiquement, la moyenne). Le terme prédicteur désigne quant à lui les
variables explicatives utilisées dans l’estimation ou la prédiction.

4. Les actuaires parlent parfois d’erreur de processus pour désigner cet aléa incompressible.
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Chapitre 2

Quels algorithmes ?

2.1 Considérations générales

En assurance, les modèles prédictifs sont partout : il peut s’agir de calculer la prime demandée pour
couvrir les dommages causés à un bien, il peut s’agir d’un score interne de suspicion de fraude sur un
sinistre, il peut s’agir d’un outil d’aide à la décision pour un souscripteur afin de savoir s’il octroie la
garantie ou pas ou s’il propose des extensions de garanties (up-selling ou cross-selling), il peut s’agir
d’un algorithme renvoyant automatiquement une prime à un agrégateur de prix dès qu’un assuré
potentiel demande un devis. Ces modèles sont développés par des actuaires ou des statisticiens 1 et
reposent sur l’utilisation de données passées, dites d’apprentissage. Les scores des banques ou des
assureurs sont (encore) souvent basés sur des modèles classiques et obtenus comme une moyenne
pondérée de différentes grandeurs (comme l’âge, le salaire, la durée d’emploi, etc.). Ce score est alors
comparé à un seuil d’acceptation, ou transformé en un montant de prime. La structure simple des
scores utilisés permet d’expliquer en toute transparence à un client la raison du refus de l’octroi d’un
crédit hypothécaire ou le montant élevé d’une prime. Les poids sont estimés à partir de modèles de
régression sur des historiques de données selon la terminologie statistique (l’informaticien, ou le data
scientist, parleront d’entraînement de l’algorithme sur une base d’apprentissage). Ces algorithmes,
classiques en assurance, présentent l’avantage d’être compréhensibles tout en ayant un pouvoir pré-
dictif relativement bon. On peut penser ici aux arbres décisionnels figés (obtenus comme succession
de “si . . . alors . . . ”), que l’on retrouve historiquement dans le concept de “classe tarifaire”, comme
le formalisait Bailey (1963), mais aussi aux modèles linéaires généralisés et à leurs extensions, qui
donnent des poids clairement identifiés aux différentes variables.

Godefroy (2017) parle d’algorithmes d’automatisation qu’il oppose aux algorithmes d’apprentissage.
Ces algorithmes “apprennent” par induction, en cherchant des corrélations permettant d’améliorer
la prévision, en opérant des allers et retours constants, réitératifs (on pourra penser à la validation
croisée) ce qui rend difficile la compréhension du processus retenu. Cette approche inductive fait la
force, mais aussi la faiblesse, de ces algorithmes. Comme le notait Domingos (2012), “induction is a
vastly more powerful lever than deduction, requiring much less input knowledge to produce useful results,
but it still needs more than zero input knowledge to work. And, as with any lever, the more we put in, the

1. Voire des data scientists, ces êtres hybrides à la croisée de la statistique (qui ne dit plus son nom) et de l’informatique
(devenue l’outil incontournable pour exploiter les masses de données actuellement disponibles).
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2.2 Optimisation et incertitude

more we can get out [. . . ] Machine learning is not magic ; it cannot get something from nothing. What
it does is get more from less.”. Dans les algorithmes d’apprentissage, on trouve une construction évo-
lutive, comme le rappelait Reigeluth (2016), qui les dote de trois facultés “la mémoire, l’adaptation,
la généralisation”. On peut penser aux algorithmes par renforcement, où on regarde des situations
(ou des états de la nature semblables), les actions qui ont été prises, et les conséquences qui ont été
produites. On peut alors réessayer ou alors explorer et tenter autre chose (et apprendre davantage).

Conceptuellement, ces algorithmes d’apprentissage inductif n’ont rien de nouveau puisque le forma-
lisme a été établi à la fin des années 1980, voire antérieurement, comme le rappellent Charpentier
et al. (2020). La puissance de ces algorithmes a toutefois été révélée au grand jour lorsque des ma-
chines se sont mises à battre les meilleurs joueurs de Go et à gagner à des jeux vidéos sans voir appris
la “règle”, comme le notent Mnih et al. (2015). Ce sont des algorithmes que l’on voit arriver dans
les machines dites autonomes. Mais ces machines, si on peut les qualifier d’autonomes, n’ont pas de
volonté propre, ou de libre arbitre : elles prennent des décisions qui vont maximiser une fonction
dite “objectif”, tout en respectant un ensemble de contraintes. Si elle peut s’adapter à un nouvel in-
connu, elle donne l’impression de comprendre, mais comme le dit la boutade un algorithme qui peut
identifier des objets sur une image peut reconnaître un chien, mais la machine ne sait pas ce qu’est
un chien (c’est “trop robot pour être vrai ” aurait dit Jaques Prévert). On peut penser à l’expérience
de Ribeiro et al. (2016a) qui visait à construire un algorithme distinguant un chien d’un loup sur
des photos, et qui avait un pouvoir prédictif élevé, mais dont la stratégie semblait être relativement
simple : s’il y a de la neige sur la photo c’est un loup (les photos d’apprentissage montraient toutes
des loups dans la neige). On peut aussi penser à l’exemple de Beery et al. (2018) dont l’algorithme
ne pouvait pas identifier de vache s’il n’y avait pas de l’herbe autour d’elle. On peut sans difficulté
imaginer les problèmes qui pourraient se poser en justice prédictive avec l’utilisation de photos.

2.2 Optimisation et incertitude

Classification

La classification est un problème de prédiction d’une variable aléatoire catégorielle, le plus souvent
l’appartenance à un groupe au sein d’une population. Dans les problèmes classiques d’apprentissage
automatique, l’algorithme doit accomplir la tâche suivante : à partir de données en entrée x ∈ X , il
doit reconnaître automatiquement la catégorie y ∈ Y (d’un type donné, spécifié à l’avance) associée
à l’objet/individu décrit par x , avec un risque d’erreur minimal. En actuariat, on peut penser au cas
de la détection de la fraude, avec y ∈ {fraude,pas fraude} et x reprenant des informations utiles pour
prédire y . On peut aussi penser à l’imagerie par satellite, ou médicale, où x correspondra à une image
pixélisée (et donc une matrice pour une image en noir et blanc, ou un tenseur en dimension 3 pour
une image en couleur), et la sortie y à une “étiquette” associée à l’image indiquant la présence, ou
pas, d’un objet spécifique dans l’image (une zone brûlée ou inondée, ou la présence d’une tumeur).
Pour construire le modèle, qui sera une correspondance entre X et Y , on dispose d’une base de
données Dn, constituée de paires (yi , x i), i = 1, 2, . . . , n. On peut d’ailleurs noter qu’ici, on ne peut
construire de modèle qu’une fois des données collectées 2.

2. Krebs (2004) note qu’historiquement, bon nombre de découvertes – par exemple en astronomie – n’ont pu être faites
que parce qu’on a commencé par collecter des données.
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2.3 Tarification

Le but est ici essentiellement de prédire : à partir de données d’apprentissage étiquetées (ou la-
bellisées), l’algorithme doit proposer une règle d’attribution de labels, qui fonctionne bien sur les
données observées, passées, mais doit avoir un pouvoir dit de généralisation, en associant le bon
label y à des données non encore observées x . En formalisant un minimum, l’idée est de minimiser
l’erreur d’étiquetage, correspondant à une mauvaise prévision du label y . Il faudrait, idéalement,
pouvoir générer des nouvelles données, afin d’estimer la probabilité de se tromper. Dans un cadre
statistique, on suppose que le couple (Y, X) a une certaine loi P, et on va chercher à tirer suivant cette
loi. Malheureusement cette loi est inconnue, et on ne dispose que de la loi empirique, Pn, estimée à
partir des données d’apprentissage. En grande dimension, on peut imaginer par exemple que Pn ne
couvre qu’une infime partie de l’ensemble des couples possibles. La machine va chercher à apprendre
simplement en minimisant la version empirique du risque d’erreur (correspondant ici à un mauvais
étiquetage), c’est-à-dire une simple fréquence d’erreur. Mais même en disposant de techniques d’es-
timation à la fois rapides et pouvant être utilisées sur des données massives, cette minimisation du
risque empirique pose des problèmes en raison du fait qu’être très proche de l’optimum d’une fonc-
tion approchée ne garantit pas que l’on soit proche de l’optimum de la vraie fonction. Vapnik (1995)
et bon nombre de travaux récents ont permis d’encadrer la (vraie) erreur commise. On verra ainsi
apparaître la notion de probablement approximativement correct (PAC), où on pourra garantir que
le vrai risque R(m) (et non pas sa version empirique bRn(m)) est inférieure à un certain ε avec une
certaine probabilité 1−δ.

Techniquement, tous les algorithmes d’apprentissage sont des algorithmes d’optimisation. Il s’agit de
minimiser une fonction de risque (ou de regret)

R(m) = EP
�

`
�

Y, m(X
��

où ` est une fonction de perte ; par exemple, si y est un label ou une classe, on peut regarder une
erreur de mauvaise classification

`(y, m(x )) = 1y 6=m(x ) =

�

1 si y 6= m(x )
0 sinon

,

soit
R(m) = EP

�

1Y 6=m(X)
�

= P
�

Y 6= m(X)
�

.

En réalité, on appliquera cette démarche à la version empirique bRn et on cherchera

m? = argmin
m∈M

�

bRn(m)
	

où bRn(m) =
1
n

n
∑

i=1

1yi 6=m(x i),

et oùM est un ensemble de fonctionsX →Y , pour un problème de classification, ou d’étiquetage.
En notant ‖M‖ la dimension de la classe (au sens de Vapnik (1995)), on peut ainsi montrer qu’on
peut construire un “bon” modèle si le nombre d’observations n dépasse ε−1 log

�

δ−1‖M‖
�

.

2.3 Tarification

La tarification d’un produit d’assurance diffère du problème de classification décrit ci-dessus à deux
égards :
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2.3 Tarification

- d’abord par la variable d’intérêt qui est catégorielle en classification (indiquant l’appartenance
à une classe) mais représente la sinistralité en fréquence ou en sévérité (donc le nombre ou le
coût des sinistres) en tarification ;

- et ensuite, parce qu’il ne s’agit pas de prédire la réalisation de la réponse (donc le nombre ou le
coût des sinistres pour un assuré donné) mais seulement d’estimer l’espérance mathématique
(ou moyenne) correspondante alors qu’en classification, c’est bien l’appartenance d’un individu
donné (donc la variable aléatoire) qui est ciblée.

En détection de la fraude par exemple, il s’agit de prédire la valeur de la variable binaire indiquant
la présence de fraude (pour auditer en conséquence). En tarification, seule la moyenne du coût
des sinistres importe (pour autant qu’il existe une loi des grands nombres applicable en l’espèce,
légitimant le recours à la moyenne pour calculer la prime pure). Il ne s’agit donc pas de prédire le
coût des sinistres relatifs à une police en particulier, ou d’identifier les assurés qui déclareront un
sinistre : il s’agit d’estimer la moyenne puis de laisser agir la loi des grands nombres.

Si les actuaires étaient en mesure de prédire très précisément, pour chaque assuré, les variables
aléatoires décrivant la sinistralité, fréquence et coûts, alors cela signifierait la fin de l’assurance
comme on l’entend actuellement, puisqu’identifier ex-ante les assurés sinistrés empêcherait toute
mutualisation : chacun devrait ainsi payer le coût des sinistres qui le frappent et l’assurance perdrait
toute raison d’être. Ceci ne veut pas dire que l’actuaire ne s’intéresse à aucune variable aléatoire,
au contraire : le coût total des sinistres pour l’ensemble du portefeuille est la variable aléatoire qu’il
doit modéliser aussi précisément que possible afin de déterminer la stratégie de gestion du risque
(réassurance, niveau de capital de solvabilité, etc.). La seule moyenne de cette variable aléatoire ne
suffit pas. Il s’agira bien cette fois de travailler avec une variable aléatoire. Mais au niveau collectif,
pas individuel.

Le but de la segmentation est de répartir entre les assurés le montant total dont doit disposer l’assu-
reur pour pouvoir couvrir le risque, en fonction de leurs profils respectifs et de la politique tarifaire
des concurrents. À cet égard, la démarche de l’actuaire s’inspire des approches de partage de risque
originelles : il s’agit d’établir une règle de partage du coût total qui ne sera connu qu’en fin de pé-
riode, équitable pour les participants. On applique ici une approche semblable mais sur l’anticipation
de ce coût en début de période, y compris le coût du capital de solvabilité. La segmentation est alors
utilisée pour ventiler ce coût entre les assurés, le plus équitablement possible.

En assurance, la prime pure est définie comme l’espérance de la charge annuelle des sinistres, notée
Y . Les assureurs chercheront à estimer m(x ) = E[Y |X = x ] en minimisant la déviance 3, ce qui se
réécrit

m? = argmin
m∈M

�

bRn(m)
	

où bRn(m) =
1
n

n
∑

i=1

d
�

yi , m(x i)
�

,

où d
�

yi , m(x i)
�

est la contribution de l’observation (yi , x i) à la déviance. Dans le cas d’une réponse de
loi Normale, ceci revient à minimiser la somme des carrés des erreurs 4. Les déviances Binomiale, de
Poisson ou Binomiale Négative sont utilisées pour les nombres de sinistres tandis que les déviances

3. Qui n’est autre que l’écart entre la log-vraisemblance maximale correspondant au modèle saturé pour lequel chaque
observation tient lieu de valeur ajustée et la log-vraisemblance du modèle considéré.

4. L’espérance mathématique est étroitement liée à la perte quadratique : si y est un vecteur de Rn, la grandeur m qui
minimise (y1 −m)2 + · · ·+(yn −m)2 est la moyenne y . Ceci explique pourquoi la perte quadratique est parfois utilisée en
assurance même si les réponses n’obéissent pas à la loi Normale.
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2.3 Tarification

Gamma ou Inverse-Gaussienne sont utilisées pour les coûts. La déviance du modèle de Tweedie
permet quant à elle de travailler directement sur le coût total des sinistres.

En particulier, la propriété bien connue de l’espérance conditionnelle

E
�

E[Y |X]
�

= E[Y ]

se réécrira ici
EP
�

m(X)
�

= EP[Y ].

Cette égalité se traduit simplement en disant que la moyenne des primes acquises (le terme de
gauche) correspond à la moyenne des charges de sinistres (le terme de droite).

Un cas particulier est le cas où Y est une variable indicatrice, Y = 1A, où A est un événement donnant
lieu au versement d’une indemnité (potentiellement fixée au préalable) comme la perte d’un bagage
en assurance voyage, un décès, ou dans un contexte de marketing l’achat d’une garantie complémen-
taire. Dans ce cas, E[Y |X] correspond à une probabilité conditionnelle, P[A|X]. Prévoir la probabilité
suffit dans un contexte de tarification, mais dans un contexte de ciblage de marketing, on souhaite
identifier les personnes pour lesquels y prendra la valeur 1. Formellement, dans ce dernier cas, on
s’intéresse à la valeur prise par la variable aléatoire Y , alors qu’en tarification, on cherche à connaître
PY , la loi de Y (ou la loi conditionnelle à un certain nombre de prédicteurs X), ou une grandeur en
lien avec cette loi, comme l’espérance.

En revenant au problème de détection de la fraude en assurance, on est intéressé par la valeur de la
réponse pour isoler les cas où cette réponse est positive afin de les soumettre à un examen approfondi
par un inspecteur. La situation est toute différente pour la sinistralité. On ne veut pas isoler les assurés
qui auront un sinistre l’année qui vient (ce qui reviendrait à nier le principe même de l’assurance
puisque cela réduirait fortement, voire anéantirait le mécanisme de compensation par mutualisation)
mais bien estimer aussi précisément que possible la probabilité qu’un assuré déclare un sinistre, afin
d’évaluer correctement la prime qui remplacera la contribution ex-post.
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Chapitre 3

Prévoir et comprendre

Comprendre, c’est connecter des connaissances, et en déduire des lois universelles, comme en phy-
sique. On cherche à construire une théorie qui explique des faits, on les relie au reste des connais-
sances et cela permet alors d’anticiper, de prévoir. C’est le principe de l’abstraction. L’abstraction est
un processus fondamental dans la compréhension d’un phénomène, car l’observation suffit rarement.
Lorsque Galilée, au XVIIe siècle, énonce le principe d’inertie (postulant qu’en l’absence de force, les
corps se déplacent en ligne droite à vitesse constante), il l’énonce contre toutes les expériences faites
sur Terre. À l’époque (mais c’est probablement encore vrai aujourd’hui), la perception est plus proche
de ce qu’avait énoncé Aristote, à savoir que la force était nécessaire pour entretenir le mouvement.
On peut penser à l’expérience de pensée proposée par Galilée sur la chute des corps, pour contredire
la théorie aristotélicienne du mouvement, selon laquelle la vitesse d’un corps en chute libre est pro-
portionnelle à son poids (il proposait de lâcher dans le vide deux corps de masse différente en les
reliant entre eux par une corde). Lorsqu’il affirme que tous les corps tombent à la même vitesse, cette
loi n’est pas une synthèse de faits empiriques connus, mais bien une compréhension abstraite des
phénomènes. C’est d’ailleurs ce qu’affirmait Weber (1905), l’attribution des effets aux causes prend
place à travers un processus de pensée qui inclut une série d’abstractions. La première et la plus décisive
a lieu quand nous concevons que l’une ou plusieurs des composantes causales sont modifiées dans une
certaine direction et que nous nous demandons si, dans les conditions ainsi modifiées, le même effet [. . . ]
ou un autre effet “serait attendu”.

3.1 Comprendre sans prévoir

Mais il est possible de comprendre, sans pouvoir prévoir. On peut penser aux algorithmes utilisés
pour générer du hasard, comme les générateurs congruentiels linéaires, où on construit, à partir
d’une valeur initiale x0 une suite par la relation de récurrence suivante,

xn+1 =
�

axn + c
�

modulo m

et on pose ensuite un = xn/m. On a alors une suite de valeurs numériques dans l’intervalle [0, 1].
En choisissant bien 1 les valeurs a, c et m, la suite obtenue ressemble à s’y méprendre à des nombres

1. par exemple a = 1013904223, c = 1664525 et m= 232, comme suggéré dans Teukolsky et al. (2007).
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3.2 Prévoir sans comprendre

aléatoires tirés suivant une loi uniforme sur l’intervalle [0, 1], comme le montre Knuth (1981). Au-
trement dit, de manière assez surprenante, on peut être tenté de dire que même s’il y a une relation
simple entre xn+1 et xn, on est bien souvent incapable de prévoir la valeur de xn+1, une fois xn ob-
servée. On retrouve ici la problématique bien connue de la théorie du chaos. Poincaré (1908) disait
(en parlant des lois naturelles) que si cela nous permet de prévoir la situation ultérieure avec la même
approximation, c’est tout ce qu’il nous faut, nous disons que le phénomène a été prévu ; mais il n’en est
pas toujours ainsi, il peut arriver que de petites différences dans les conditions initiales en engendrent
de très grandes dans les phénomènes finaux [. . . ] La prédiction devient impossible et nous avons un
phénomène fortuit.

3.2 Prévoir sans comprendre

De manière inverse, il est possible de prévoir sans comprendre. Comprendre, c’est souvent énoncer
une loi générale, et à partir de ce constat, faire que les mêmes causes auront les mêmes effets. Mais
comme le notait Maxwell (1876) to make this maxim intelligible, we must define what we mean by
the same causes and the same effects, since it is manifest that no event ever happens more than once,
so that the causes and effects cannot be the same in all aspects. C’est l’analyse causale qui permet de
comprendre, mais des corrélations permettent souvent d’améliorer la prévision, parfois avec une
précision impressionnante.

On est souvent tenté de voir des liens causaux alors qu’il n’y a parfois que des corrélations, cum hoc
ergo propter hoc (avec ceci, donc à cause de ceci), voire parfois de simples coïncidences. On peut
penser au croyances folkloriques associées aux éclipses, où il était recommandé dans de nombreuses
coutumes de faire beaucoup de bruit pour faire réapparaître l’astre qui semblait avoir disparu. Et
étrangement, cela fonctionnait parfaitement (au bout de plusieurs minutes de bruit intense, l’astre
réapparaissait) ! D’un point de vue plus formel, la corrélation tient du fait que si x cause y et x
cause z, alors y et z seront corrélées, sans qu’aucun lien de causalité n’existe entre elles. L’exemple
classique dans les écoles primaires est la corrélation entre le nombre de fautes dans une dictée (y) et
la pointure des souliers (z), sa variable causale étant ici l’âge des élèves (x). Que dire d’un assureur
qui appliquerait une surprime en cas de couverture décès à un assuré qui déclarerait dormir tous les
soirs dans son lit, au motif qu’il s’agit d’une pratique dangereuse, la majorité des gens décédant dans
un lit. Pourtant, personne ne considère sa chambre à coucher comme un endroit particulièrement
risqué.

La coïncidence est d’autant plus fréquente en grande dimension, car il est très facile d’avoir des va-
riables corrélées : si on dispose d’une variable d’intérêt et d’une centaine de variables indépendantes
de celle-ci, 5 d’entre elles (en moyenne) seront “significativement corrélées” avec notre variable d’in-
térêt, à un seuil de 95%. À dire vrai, Big Data signifie surtout le franchissement d’un seuil à partir
duquel nous serions contraints (par la quantité, la complexité, la rapidité de prolifération des données)
d’abandonner les ambitions de la rationalité moderne consistant à relier les phénomènes à leurs causes,
au profit d’une rationalité que l’on pourrait dire post-moderne, indifférente à la causalité, purement
statistique inductive, se bornant à repérer des patterns, c’est-à-dire des motifs formés par les corrélations
observées entre des données indépendamment de toute explication causale. La répétition de ces motifs au
sein de grandes quantités de données leur confère une valeur prédictive écrivait Sauvé (2014).
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3.3 Explicabilité et interprétabilité

3.3 Explicabilité et interprétabilité

Le concept d’interprétabilité est lié au développement de méthodes qui aident à mieux comprendre
ce que le modèle a appris, et de techniques permettant d’expliquer les prédictions individuelles,
comme le notent Samek et al. (2017) et Došilović et al. (2018). Ce concept d’interprétabilité est très
proche de celui d’explicabilité, relatif à la nécessité d’expliquer comment, et pourquoi, un résultat
a été obtenu. Par exemple, dans une régression linéaire, yi = β0 + β1 x1,i + · · · + βk xk,i + εi on
estime les paramètres par minimisation de la somme des carrés des erreurs, si on veut prévoir le
comportement “moyen” de y , ou par minimisation de la somme des valeurs absolues des erreurs
si on veut le comportement “médian”. C’est une explication de l’algorithme. Mais la forme simple
permet aussi d’interpréter les paramètres du modèle. Ceteris paribus – toutes choses étant égales par
ailleurs – le paramètre β1 s’interprète comme l’impact d’un changement d’une unité de x1 sur y . Mais
l’hypothèse ceteris paribus est très forte, ce qui rend probablement l’interprétation fallacieuse : si la
variable x1 est très corrélée avec x2, quel sens peut-on donner à une variation de x1 sans variation
de x2 ? L’approche mutatis mutandis – ce qui devait être changé ayant été changé – peut alors avoir
plus de sens.

Il convient de pouvoir confronter les prévisions avec celles d’un expert, et d’apprendre de ses erreurs.
On peut penser à un radiologue, qui peut contester la prédiction d’un algorithme, qui voit derrière
une accumulation de traceurs radioactifs une tumeur, alors que le radiologue rejette ce diagnostic.
Mais au contraire, dans certains cas, les algorithmes peuvent “voir” des informations que le radio-
logue aurait raté. Les algorithmes apparaissent donc comme de précieuses aides à la décision qui ne
remplaceront jamais l’expertise du médecin mais peuvent améliorer les diagnostics posés. Les mé-
dias rapportent de temps à autre le décès d’une jeune personne qui s’est présentée chez son médecin
avec des symptômes apparemment bénins mais qui cachaient une pathologie grave qui aurait pu
être identifiée par une simple question : un algorithme aurait tôt fait d’identifier cette possibilité à
laquelle le praticien ne pense pas car elle ne s’est jamais présentée à lui (tout en survenant à quelques
reprises par an au niveau national). On peut aussi penser aux algorithmes prédictifs utilisés dans un
contexte judiciaire, en particulier les scores de récidive.

Il convient de pouvoir remettre en cause une prévision, comme le note le Règlement Général sur
la Protection des Données (RGPD) en Europe, rappelant que les personnes ont le droit de ne pas
faire l’objet d’une décision fondée exclusivement sur un traitement automatisé, y compris le profilage,
produisant des effets juridiques la concernant ou l’affectant de manière significative de façon similaire. Le
Règlement précise que, pour les décisions automatisées basées sur des données à caractère personnel,
les personnes ont le droit de demander une explication de la décision prise à l’issue de cette évaluation
et de contester la décision. La littérature récente (Ribeiro et al. (2016b), Lipton (2016a), Lakkaraju
et al. (2019), Guidotti et al. (2018) ou encore Lundberg et Lee (2017), Gilpin et al. (2018)) témoigne
de l’actualité du sujet, mais aussi de sa complexité.

On voir ainsi émerger le concept d’Explainable Artificial Intelligence, ou XAI, visant à donner un mi-
nimum de sens à des prédictions, parfois étonnamment précises produites par une boîte noire dont
même les concepteurs peinent à expliquer les bons résultats. La démarche se décompose alors en
deux étapes : la première partant des données produisant un modèle opaque mais précis, la seconde
visant à expliquer les prévisions de ce modèle. La démarche prônant l’XAI s’inscrit dans le droit fon-
damental d’obtenir une explication quant à la manière dont nous sommes (et serons) traités par les
algorithmes, dans un monde où règnent désormais l’infobésité (pour reprendre le terme d’Eppler et
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3.4 Stéréotypes et explications

Mengis (2004)) et la corrélation.

3.4 Stéréotypes et explications

Pour mieux connaître le monde, il n’est pas rare de passer par une activité de catégorisation. Ce
processus, qui tend à légitimer les catégories en leur conférant une essence, préside aux stéréotypes.
C’est Lippmann (1922) qui a suggéré ce terme, désignant ainsi les images que nous nous construisons
au sujet des groupes sociaux, devenant alors des croyances rigides (si l’on en croit le sens originel
du terme d’imprimerie). Ces images nous sont indispensables pour faire face à la complexité de
notre environnement social. On retrouve ici le système 1, énoncé par Kahneman (2011), de prise de
décision rapide : il nous permet de reconnaître les gens et les objets, il nous aide à orienter notre
attention, et il nous encourage à craindre les araignées. Il est basé sur des connaissances stockées en
mémoire et accessibles sans intention et sans effort.

Un stéréotype, c’est la généralisation à toute une classe du comportement observé sur des individus.
Stigmatiser toute une population à cause d’une minorité, dans un processus de prise de décision,
correspond à une généralisation fallacieuse, souvent punie par la société, soit moralement, soit lé-
galement. Mais c’est pourtant ce que font les actuaires, quand ils définissent des classes tarifaires
et qu’ils décrètent que le prix d’un contrat d’assurance automobile pour une voiture de sport doit
être plus élevé, prêtant par là un type de comportement au volant à tous les conducteurs de voiture
de sport. Pour Schauer (2006), l’actuaire est celui qui crée des stérérotypes : to be an actuary is to
be a specialist in generalization, and actuaries engage in a form of decision-making that is sometimes
called actuarial. Et bien souvent, la validation de modèles économétriques passe par une narration
construite autour de stéréotypes. Si l’actuaire décide d’enlever, ou de garder, une variable dite ta-
rifaire dans le calcul d’une prime d’assurance, c’est parce qu’il peut raconter une histoire autour.
Mais cela n’est possible que si l’algorithme est suffisement transparent, comme dans un modèle de
régression.

La segmentation condamne donc les individus partageant les caractéristiques des mauvais payeurs ou
des mauvais conducteurs, par exemple, à payer davantage pour leur prêt ou leur prime d’assurance.
C’est la version moderne de l’adage “qui se ressemble s’assemble”. Bien entendu, on peut fort bien
différer fondamentalement de ses semblables sur base de variables qui n’ont pas été prises en compte
dans l’analyse du risque de crédit ou de la fréquence des sinistres automobiles. Les actuaires sont bien
conscients de ces faiblesses. Jusqu’ici, le législateur leur a souvent octroyé un régime d’exception qui
leur a permis d’échapper à beaucoup de contraintes. Mais qu’en serait-il si demain, ils se voyaient
obligés de prouver le lien causal entre la variable tarifaire utilisée et la variation correspondante
du coût des sinistres ? Cela marquerait la fin de la plupart des variables couramment utilisées. Une
approche prometteuse est celle basée sur les variables comportementales, dépassant les facteurs subis
par les assurés (leur âge par exemple) ou ceux sur lesquels ils ont peu de prise. On considère ainsi
généralement qu’une différenciation sur base de critères sur lesquels l’assuré a une prise directe,
qu’il peut aisément modifier, est acceptable. La question est alors de savoir ce qui peut être considéré
comme aisément modifiable : le critère géographique peut-il être utilisé sans limite au motif qu’il
suffit à l’assuré de déménager? Que dire du nombre d’enfants du ménage ?

On sent bien qu’on touche ici aux fondamentaux de l’assurance : la mutualisation ne peut exister
qu’en noyant l’individu au sein du groupe. Pour bien le comprendre, revenons un instant à l’assurance
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3.5 De la transparence des algorithmes à leur responsabilité

sur la vie. Il est de notoriété publique que les femmes ont tendance à vivre plus longtemps que les
hommes. Bien entendu, certaines femmes décèdent pourtant bien avant d’avoir atteint l’espérance
de vie des hommes, puisque la moyenne d’un groupe n’est pas transposable au niveau individuel. Il
n’en demeure pas moins qu’au sein d’un groupe comptant suffisamment d’individus, l’âge moyen au
décès des femmes dépassera celui des hommes.

Adopter des prix de rente identiques pour les hommes et pour les femmes, alors que ces dernières
vivent en moyenne plus longtemps, revient donc à accorder une subvention aux femmes dans leur
ensemble, financée par l’ensemble des hommes. Appliquer le même traitement aux hommes et aux
femmes peut résulter d’une conception de l’équité mais on pourrait fort bien objecter ici que les rentes
en faveur de bénéficiaires masculins représentent en moyenne un montant inférieur et devraient donc
être traitées comme telles.

Le problème réside ici dans le fait que tout le monde sait que les femmes vivent plus longtemps que les
hommes, en moyenne. La question est d’ailleurs purement rhétorique dans la mesure où le législateur
européen a interdit de différencier les primes selon le genre. Mais en poussant le raisonnement à
l’extrême, on pourrait fort bien soutenir que les prix de rente ne devraient pas non plus dépendre
de l’âge de l’assuré, pour éviter toute forme de discrimination sur cette base. En effet, la durée de
vie restante d’un homme de 40 ans pourrait fort bien être inférieure à celle de son aîné âgé de 50
ans (le premier pouvant décéder le lendemain dans un accident de la route alors que le second
coulera de vieux jours paisibles). Bien que les quotients de mortalité s’appliquant à l’individu de 40
ans soient inférieurs à ceux s’appliquant à l’homme de 50 ans, tout comme les quotients de mortalité
s’appliquant aux femmes sont inférieurs à ceux s’appliquant aux hommes, rien ne permet d’affirmer
qu’il restera toujours plus de temps à vivre à un homme plus jeune par rapport à son aîné. Et c’est
précisément l’argument retenu dans plusieurs arrêts de la Cour de Justice de l’Union Européenne qui
estime que la prise en compte de données statistiques générales, selon le sexe, se heurte à l’absence
de certitude qu’une femme ait toujours une durée de vie supérieure à celle d’un homme du même
âge. En fait, il semble que la différence basée sur l’âge soit socialement acceptée car tout le monde
(a priori) vieillit : une personne jeune accepte de payer plus cher, et ainsi subventionne les plus agés,
car cette personne se dit qu’elle bénéfiera de la subvention dans quelques années.

Il faut garder à l’esprit qu’appliquer le même traitement à tous n’est pas forcément synonyme d’équité
en présence d’aléa, dans la mesure où les probabilités associées aux différents cas de figure peuvent
différer parfois sensiblement d’un type d’individu à un autre. Ce constat semble largement ignoré
dans le cadre des contrats aléatoires et très mal compris dans le contexte des assurances. Un même
droit, ou un même contrat, peut ainsi avoir une valeur très différente d’un cas à l’autre.

3.5 De la transparence des algorithmes à leur responsabilité

Comme le notait Pasquale (2015), les algorithmes prédictifs sont de plus en plus opaques, et finissent
par ressembler à des boîtes noires. Il est alors de plus en plus demandé d’avoir des algorithmes sinon
transparents, au moins auditables. C’est la position que défendaient Citron et Pasquale (2014) au
sujet des scores de crédit utilisés par les banques : “Algorithms may place a low score on occupations
like migratory work or low-paying service jobs. This correlation may have no discriminatory intent, but
if a majority of those workers are racial minorities, such variables can unfairly impact consumers’ loan
application outcomes. To know for sure, we would need access to the source code, programmers’ notes,
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3.5 De la transparence des algorithmes à leur responsabilité

and algorithms at the heart of credit-scoring systems to test for human bias, which of course we do
not have. Credit bureaus may be laundering discrimination into black-boxed scores, which are immune
from scrutiny”. Diakopoulos (2016a) partage cette position, affirmant que providing transparency
and explanations of algorithmic outputs might serve a number of goals, including scrutability, trust,
effectiveness, persuasiveness, efficiency, and satisfaction.

Mais cette transparence n’est pas un souhait partagé par tous, comme en témoignent Ananny et
Crawford (2018) qui rappellent l’idéal de confidentialité et les limites techniques. Cowgill et Tucker
(2017) soulignent qu’il est difficile de connaître le fonctionnement de certains algorithmes (on peut
penser aux réseaux neuronaux) alors que d’autres sont au contraire très simple (comme les k-plus
proches voisins). Pasquale (2011) propose la solution d’un tiers de confiance, d’un expert qui valide-
rait l’algorithme sans pour autant le rendre transparent à tous, ce qui rejoint la position de Sandvig
et al. (2014) qui préconisent des audits d’algorithmes. En fait, cette solution pourrait être une réponse
à la principale demande associée à la transparence des algorithmes, celle de leur responsabilité.

Comme le rappellent Bigot et Charpentier (2019, 2020), la responsabilité est le principe selon lequel
une personne ou une organisation légalement responsable du préjudice doit fournir une explication
ou une compensation au préjudice subi. La prise de décision par un algorithme a soulevé plusieurs
questions intéressantes au sujet du caractère intentionnel ou non de la discrimination.
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Chapitre 4

Entre biais et équité

Au-delà des algorithmes, il convient aussi de questionner les données, qui jouent une part essentielle
dans la construction des modèles. Car la transparence des algorithmes n’a souvent aucun intérêt
sans transparence des données. Un cas extrême étant peut être celui l’algorithme des k-plus proches
voisins, évoqué auparavant, qui ne peut être compris qu’en ayant un accès complet aux données.

4.1 Le biais d’omission de variables

Les algorithmes d’apprentissage produisent des résultats sur la base de modèles qui exploitent de
nombreuses variables. Toutes les variables ne sont toutefois pas toujours disponibles pour produire
les résultats. Par exemple, dans des algorithmes de recrutement utilisés dans un contexte de res-
sources humaines, certaines compétences humaines (dites tacites) sont difficiles à codifier et à incor-
porer, comme la créativité. Si ces capacités ne sont pas prises en compte mais qu’elles sont négative-
ment corrélées aux résultats scolaires, l’algorithme risque de pénaliser sur le marché du travail les
personnes ayant des résultats scolaires moyens, mais qui demeurent indispensables pour monter une
équipe travaillant sur un projet innovant. L’omission de certaines variables peut donc compromettre
la fiabilité des résultats. Žliobaite et Custers (2016) montrent par exemple que l’omission d’une ca-
ractéristique sensible (telle que l’origine éthnique) d’un algorithme peut renforcer la discrimination.
Cette analyse est également partagée par Kleinberg et al. (2017) qui montrent que la stratégie consis-
tant à rendre aveugle les algorithmes peut porter atteinte à l’équité, comme le rappellent Bertail et al.
(2019).

Ce problème est bien connu en économétrie. En effet, La sous-identification correspond au cas où
le vrai modèle serait yi = β0 + x>1 β1 + x>2 β2 + εi , mais le modèle estimé est yi = b0 + x>1 b1 + ηi ,
c’est à dire que l’on omet toutes les variables x 2. L’estimateur par moindres carrés de b1 est ici (en
utilisant les notation matricielles usuelles)

bb1 = β1 + (X
′
1X1)

−1X>1 X2β2
︸ ︷︷ ︸

β12

+(X>1 X1)
−1X>1 ε

︸ ︷︷ ︸

νi

de telle sorte que E[bb1] = β1 + β12, le biais de l’estimateur étant nul uniquement dans le cas où
X>1 X2 = 0 (c’est à dire X1 ⊥ X2).
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4.2 Biais de sélection

A B C D E F total
candidatures 825 560 325 417 191 373 8442

H
admission 62% 63% 37% 33% 28% 6% 44%
candidatures 108 25 593 375 393 341 4321

F
admission 82% 68% 34% 35% 24% 7% 35%

TABLE 4.1: Nombre de personnes ayant déposé un dossier de candidature pour des études graduées,
avec le pourcentage d’admission, par genre (Hommes et Femmes), pour 6 programmes (A, B, C, D,
E, F). Sur les 593 femmes qui ont déposé un dossier au programme C, seules 34% ont été admises.

On retrouve ce problème dans un paradoxe popularisé par Simpson (1951), et observé par Bickel
et al. (1975) sur des admissions d’étudiants et d’étudiantes aux études graduées, à Berkeley, illus-
tré dans la Table 4.1. Si on modélise la variable Y (correspondant à une admission) en fonction
seulement du genre (que l’on notera X1), on a que les hommes ont plus de chances d’être admis.
Autrement dit,

P[admis|X1 = Homme]≥ P[admis|X1 = Femme].

Ceci pourrait être un argument pour des personnes en faveur d’une forme de discrimination positive,
en faveur de femmes. Mais si on rajoute le programme d’études (que l’on notera X2), on note que
presque tout le temps 1,

P[admis|X1 = Homme, X2]≤ P[admis|X1 = Femme, X2].

L’explication du paradoxe repose ici sur le fait que les deux variables X1 et X2 ne sont pas du tout
indépendantes : le genre et le choix du programme ne peuvent être considérées indépendamment, les
femmes ayant, dans cet exemple, tendance à postuler davantage sur des programmes plus sélectifs.

4.2 Biais de sélection

Le biais de sélection peut fortement influencer les résultats des algorithmes. Ce biais apparaît lorsque
les caractéristiques de la population étudiée sont différentes de celles de la population générale.
Angrist et Pischke (2009) rappellent ainsi le problème posé par la question suivante : après une
opération chirurgicale, dois-je rester à l’hôpital, ou puis-je rentrer chez moi ? En supposant que la
santé se mesure par une variable Y , on cherche à quantifier l’écart

E
�

Y |hôpital
�

−E
�

Y |maison
�

.

Les données disponibles sont cependant le plus souvent entachées d’un défaut majeur dans la mesure
où un choix (irréversible) a été posé : chaque personne a soit récupéré à l’hôpital, soit chez elle. On
pourrait être tenté d’estimer la grandeur précédente en calculant la différence entre les moyennes
empiriques, respectivement sur les sous-populations qui sont restées à l’hôpital, et celles qui ont
passé leur convalescence à la maison. Mais cette approche peut être dangereuse : dans les données,
si les médecins ont autorisé des patients à rentrer chez eux, c’est qu’il était globalement, a priori,

1. On pourrait avoir - au moins théoriquement - cette propriétée pour tous les diplômes, car on peut avoir aH
i /bH

i ≤
aF

i /bF
i pour tout i = 1, 2, . . . , n, et en même temps (aH

1 + · · ·+ aH
n )/(b

H
1 + · · ·+ bH

n )≥ (a
F
1 + · · ·+ aF

n )/(b
F
1 + · · ·+ bF

n ), où les
ai désignent les nombres d’admissions et les bi les nombres de candidatures.
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4.2 Biais de sélection

en bonne santé. Comme le dit Rosenbaum (2017), utiliser des données d’observation peut conduire
à des mauvaises mesures d’efficacité de traitement si le choix du traitement est corrélé à certaines
covariables (par exemple si tous les hommes avaient été renvoyés chez eux, et pas les femmes), ou
pire, à la variable d’intérêt. La solution est alors une expérience randomisée, en décorrélant totale-
ment le traitement (l’endroit où la personne passera sa convalescence) de toutes les autres variables.
C’est le principe de l’inférence causale. Et comme le notait Holland (1986) : No causation without
manipulation.

Ce problème est bien connu par les actuaires qui font des scores de crédit. Il s’agit ici de déterminer
la catégorie de risque d’un emprunteur en calculant un score. Les paramètres entrant dans le calcul
du score ont été le plus souvent obtenus sur la base des personnes qui ont été éligibles à un emprunt
dans le passé. La population est ici sélectionnée, puisqu’on ignore les personnes à qui les banques
ont refusé un prêt, celles qui n’ont jamais emprunté, ou qui ont préféré le faire chez un concurrent,
moins cher. Là encore, ce biais de sélection n’a aucune raison d’être neutre.

Un dernier exemple est celui illustré sur la Figure 4.1. Pendant la seconde guerre mondiale, il a été
demandé à des ingénieurs et des statisticiens (britanniques) comment renforcer les bombardiers qui
subissaient le feu ennemi. Le statisticien Abraham Wald a commencé à collecter des données sur les
impacts dans la carlingue, comme le racontent Mangel et Samaniego (1984). À la surprise générale,
il a recommandé de blinder les endroits des appareils qui présentaient le moins de dommages. En
effet, les avions utilisés dans l’échantillon présentaient un biais important : seuls les avions revenus
du théâtre des opérations ont été pris en compte. S’ils ont pu revenir avec des trous au bout des ailes,
c’est que ces parties sont suffisamment solides. Et comme aucun avion n’est revenu avec des trous
au niveau des moteurs des hélices, ce sont ces parties qu’il convenait de renforcer.

FIGURE 4.1: Dommages (fictifs) sur un bombardier, (credit : Cameron Moll)

En fait, Heckman (1979) a montré que le biais de sélection était de la même nature que le biais
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4.3 Quand nos actions dépendent de nos anticipations

de variable omise. En plus de modéliser un lien entre yi et des variables explicatives x i , Heckman
(1979) suggère de modéliser la participation di , variable binaire, en fonction de variables explicatives
– Little (1985) et Wooldridge (2016) parlent de probit selection model. Ce dernier auteur présente
d’ailleurs une application en assurance sur la vie.

4.3 Quand nos actions dépendent de nos anticipations

Un autre biais important est parfois appelé biais d’endogénéité. Classiquement, on pourrait penser
qu’un choix fait à la date t dépend d’informations passées. Par exemple, on peut se dire que des choix
d’investissement – des allocations dans un portefeuilles ωt – dépendent des rendements passés des
différents actifs, yt−1, yt−2, . . . . Mais il serait peut-être plus pertinent de se dire que les allocations
sont plutôt fonctions de prévisions des rendements futurs byt , byt+1, . . . . Autrement dit, les anticipa-
tions du futur sont plus importantes pour expliquer le présent que les données passés. C’est d’ailleurs
le principe de base de la finance moderne, laquelle postule que les prix sont des fonctions des anti-
cipations de profits futurs. Pourquoi ce comportement, largement admis en finance, ne devrait pas
se retrouver dans la plupart des prises de décisions humaines?

4.4 Enrichissement de données et redressement

Au moins deux solutions existent pour limiter le biais des algorithmes prédictifs, inspirées respecti-
vement par les techniques utilisées pour les données manquantes et utilisées pour redresser les son-
dages. L’imputation, en cas de données manquantes, peut se faire à l’aide d’un modèle construit sur
des données obtenues par une expérience contrôlée, comme le montrent Andridge et Little (2010).
Chen et Shao (2000) suggèrent une méthode plus simple, basée sur la méthode des plus proches
voisins, mais cette dernière ne permet pas, justement, de corriger du biais. Il est aussi possible de
redresser les données, sur le modèle de ce qui se fait classiquement en sondage, comme le montrent
par exemple Clémençon et al. (2017). La difficulté est de comprendre pourquoi certaines catégories
d’individus sont sous-représentées dans les données. Cela passe par le score de propension, qui est
la probabilité qu’un individu ayant les caractéristiques x soit inclus dans l’échantillon sondé. Si la
variable d’intérêt y est indépendante de ce score, le biais de sélection peut être ignoré. Mais ce n’est
pas le cas si les deux sont corrélés, comme le rappelle Rubin (1987).

4.5 Vers une équité algorithmique ?

L’équité est une vertu qui peut être délicate à formaliser. Ceci a conduit Bonchi et al. (2017) ou
Corbett-Davies et Goel (2018) à proposer trois approches dites respectivement d’anti-classification,
de parité de classification et de calibration. Dans le cas d’anti-classification, si certains attributs x 1 ne
doivent pas être utilisés, on demande que m(x 1, x 2) = m(x ′1, x 2), même si x 1 6= x ′1. Pour la parité
de classification – ou parité démographique – on demande que les métriques des modèles soient
les mêmes dans les groupes associés aux variables x 1 (en supposant que les variables prohibées
soient catégorielles, comme le genre, la religion, la race, etc). Feldman et al. (2015) proposent ainsi
de comparer la proportion de prédictions positives, pour un modèle de classification standard où
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4.5 Vers une équité algorithmique ?

y ∈ {0, 1}, en imposant

P[m(X1, X2) = 1|X1 = x 1] = P[m(X1, X2) = 1] pour tout x 1,

ou les taux de faux positifs,

P[m(X1, X2) = 1|Y = 0, X1 = x 1] = P[m(X1, X2) = 1|Y = 0] pour tout x 1.

Un exemple classique sera la reconnaissance faciale, qui demandera que le taux de faux positif soit
le même par groupe racial et ethnique.

Enfin, l’équité par calibration se traduit par le fait que les résultats devraient être indépendants des
attributs protégés, à score de risque donné, autrement dit, quels que soient s et x 1,

P[Y = 1|S(X1, X2) = s, X1 = x 1] = P[Y = 1|S(X1, X2) = s]

où s est le score sous-jacent et où m(x ) = 1[t,∞)(s(x )), pour un seuil t choisi de manière adéquate ;
par exemple, on peut retenir s(x ) = P[Y = 1|X = x ]. Poursuivant l’idée de Pedreshi et al. (2008),
Hamilton (2017) oppose l’équité individuelle à celle de groupe. L’équité individuelle signifie que des
individus similaires obtiennent des résultats similaires – comme dans Dwork et al. (2011), qui parlent
d’égalité de traitement. L’équité de groupe signifie que globalement, les personnes dans un groupe
sensible doivent présenter le même nombre de positifs que l’ensemble de la population – Pedreshi
et al. (2008) parlent alors d’égalité de résultats, ou de parité statistique. Mais comme l’ont montré
Berk et al. (2018) et Friedler et al. (2016), ces concepts sont malheureusement incompatibles entre
eux. En effet, si on revient sur l’exemple de l’admission aux programmes d’études considéré plus haut,
l’équité de groupe signifie que les taux d’admission doivent être identiques pour les garçons et pour
les filles, alors que l’équité individuelle exige que chaque personne soit évaluée indépendamment
de son genre. Un autre exemple populaire est celui des algorithmes prédictifs en matière pénale,
évaluant le risque de récidive. Voyez par exemple Angwin et al. (2016) où les scores compas (pour
Correctional Offender Management Profiling for Alternative Sanctions) sont comparés.

À la lecture de ce qui précède, on constate donc bien qu’il faut intégrer explicitement à l’étude de
segmentation toutes les variables destinées à être bannies. Ceci pose alors naturellement une autre
question : cette information potentiellement sensible (comme l’origine ethnique ou la pratique re-
ligieuse) doit donc se retrouver dans la base de données de l’assureur, accentuant de la sorte les
problèmes de confidentialité.
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Chapitre 5

Les modèles prédictifs en assurance

Les assureurs évoquent souvent deux arguments pour justifier la segmentation des primes. Le premier
est qu’elle serait rendue économiquement nécessaire par la concurrence ; ne pas classifier conduit à
une anti-sélection, les risques aggravés restant seuls chez les assureurs qui ne segmentent pas. Dans
une telle situation, l’équilibre de marché ne serait pas possible puisque les risques faibles seraient
chez un concurrent ayant segmenté. Si le facteur de risque était observable, tant par les assurés que
les assureurs, il y aurait un phénomène d’auto-sélection, les assurés à risque faible ayant les polices
les moins chères. Cette situation constitue un équilibre séparant de Nash. Mais si le facteur de risque
n’est pas observable, seul un équilibre sous-optimal peut être atteint, résultant d’une externalité
négative de cette information non-accessible, à la manière de Wilson (1977)

Le second argument avancé pour justifier la segmentation est que cette dernière (et le fait, par consé-
quent, d’ajuster les primes au risque) serait juste et équitable. Mais cette vision de l’équité n’a pas
toujours été de mise et semble portée par les développements techniques. Ainsi la segmentation est
devenue de plus en plus fine, multipliant les classes de risque et conduisant à des tarifs dits “per-
sonnalisés”. En plus des avancées statistiques, des facteurs économiques pourraient justifier cette
sophistication : la concurrence de plus en plus forte sur certaines branches.

5.1 Tenir compte de l’hétérogénéité en assurance

Nous avons évoqué dans les sections précédentes les difficultés pour estimer au mieux la prime ré-
clamée à un assuré dont les caractéristiques disponibles sont reprises dans le vecteur x , pour être
couvert. Considérons ici un modèle simple de l’assurance : un assuré peut subir une perte d’un mon-
tant fixe, forfaitaire, noté `, avec une probabilité p(x ), de telle sorte que sa prime actuarielle sera
m(x ) = ` · p(x ). Le but pour l’assureur est d’estimer au mieux cette probabilité p(x ).

Un outil classique pour juger de la pertinence d’un estimateur bp est la courbe ROC – receiver operating
characteristic – décrite dans Kuhn et Johnson (2013) : on compare la probabilité individuelle (a priori,
telle que résultant de bp) à un seuil, compris entre 0 et 1 ; si la probabilité est inférieure au seuil, la
prédiction est que la personne ne subit pas de perte, sinon, on prédit que la personne subit la perte
`. On compare ensuite aux réalisations (ex-post) de perte. Pour chaque seuil, on peut considérer la
matrice classique dite matrice de confusion en théorie de la décision, décrite dans la Table 5.1 : elle
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5.1 Tenir compte de l’hétérogénéité en assurance

FIGURE 5.1: Courbes ROC, à gauche avec bp obtenu avec une régression logistique estimée sur
n= 1000 observations, et version stylisée à droite. La zone hachurée correspond à une partie non at-
teignable (la borne supérieure correspond au cas où nous connaîtrions les paramètres exacts utilisés
pour simuler ces donnéees).

consiste à répartir les observations suivant le résultat observé (en colonne) et la prédiction résultant
du modèle en ligne (en fonction de la probabilité estimée pour l’individu et le seuil que l’on s’est
fixé).

y = 0 y = `
by = 0 308 1
by = ` 672 19

980 20

y = 0 y = `
by = 0 440 5
by = ` 540 15

980 20

y = 0 y = `
by = 0 902 17
by = ` 78 3

980 20

by = ` TFP TVP
672
980

19
20

by = ` TFP TVP
540
980

15
20

by = ` TFP TVP
78

980
3
20

TABLE 5.1: Matrice de confusion pour trois seuils 1.2%, 1.5% et 4% (de droite à gauche), données
simulées suivant un modèle logistique. Pour les trois matrices, on a toujours 20 personnes pour
lesquelles y = `. Avec un seuil à 4%, si on prédit by = ` dès que la probabilité estimée dépasse 4%,
on prédit 81 personnes sinistrées, seulement 3 étant correctement prédites. Sur les 20 personnes
ayant eu un sinistre, 3 ont été correctement identifiées ce qui correspond à un taux de vrais positifs
de 3/20. Et sur les 980 personnes non sinistrées, 902 avaient été correctement identifiées, ce qui
donne un taux de faux positifs de 78/980.

On peut ainsi partager la population entre les classements corrects, et les erreurs (dont les faux
positifs si la personne n’a pas subi de perte malgré une probabilité estimée supérieure au seuil, et les
faux négatifs si la personne a subi une perte malgré une probabilité estimée inférieure au seuil). La
courbe ROC est obtenue en faisant varier le seuil. Chaque seuil correspond à un point de la courbe,
rapportant graphiquement les taux de faux positifs (en abscisse) et de vrais positifs (en ordonnée),
comme sur la Figure 5.1

Considérons un groupe de 1000 assurés, où 20 personnes ont subi une perte. Supposons un modèle
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5.2 De la variabilité de l’hétérogénéité

dans lequel on admet que la population est parfaitement homogène, la probabilité estimée de perte
est de 2% pour tout le monde. Dans ce cas, pour tout seuil supérieur à 2%, on prédira que la totalité
de la population ne subit pas de perte : on aura un taux de faux positifs de 0% et un taux de vrais
positifs de 0%, d’où un point (0, 0) sur le graphe. À l’inverse pour tout seuil inférieur à 2%, on
estimera que la totalité de la population subit une perte : on aura un taux de faux positifs de 100%
et un taux de vrais positifs de 100%, d’où un point (1, 1) sur le graphe. La courbe de ROC de ce
modèle uniforme à 2% est donc la diagonale du carré sur la Figure 5.1.

Mais on peut aussi imaginer qu’il existe un peu d’hétérogénéité avec, par exemple, une probabilité
de subir une perte de 1% pour une moitié de la population et de 3% pour l’autre moitié, ou encore
que le modèle produit des probabilités comprises entre 1% et 3% de façon non dichotomique. Les
données simulées pour construire la courbe noire sur la Figure 5.1 supposent que la population a des
probabilités de perte variables, comprises entre 1% et 3%, obtenues par une régression logistique.
Comme le montre le graphe de droite, on commet des erreurs, et comme le montre celui de gauche,
la nature de celle-ci varie en fonction du seuil choisi, qui modifie les taux de faux positifs et de faux
négatifs.

Le cas extrême serait celui où le modèle aurait correctement attribué une probabilité de 100% aux
20 personnes qui ont effectivement subi une perte (et 0% pour les autres). C’est la courbe rouge
sur la Figure 5.1. Ce partage est possible ex-post, une fois connue la réalisation de l’aléa. La réalité
est plutôt celle de la situation intermédiaire entre la courbe rouge et la diagonale, avant d’arriver
dans la région hachurée, où le taux d’erreur est faible, mais pas nul : on ne peut pas prédire, avec
certitude, qui va subir une perte. L’assurance, c’est à dire fondamentalement la mutualisation des
risques, n’est possible que si cette borne supérieure n’est pas trop élevée. On notera qu’une grandeur
importante est l’aire sous la courbe ROC, appelée AUC : plus l’AUC est grande, plus le modèle a réussi
à discriminer et identifier les personnes sinistrées 1.

5.2 De la variabilité de l’hétérogénéité

Comme nous venons de le voir, si la population est un groupe homogène où tout le monde a 2% de
chances de subir une perte, la mutualisation des risques est possible, et a du sens. Au contraire, si
2% de la population est certaine de subir une perte et 98% est n’a aucune chance de subir une perte,
l’assurance n’est possible qu’en cas d’information imparfaite, et s’il n’est pas possible d’identifier (avec
une probabilité très elevée) la population à risque.

Pour modéliser ces deux situation extrêmes, notons Θ le facteur d’hétérogénéité sous-jacent, cor-
respondant à la probabilité de subir une perte pour l’individu considéré, dans le sens où si Θ était
observé et valait θ , la vraie prime devrait être θ`. Dans l’exemple du paragraphe précédant, nous
avions E[Θ] = 2% (cette espérance sera notée p par la suite), identique dans les deux scénarios, avec
une population parfaitement homogène et Var[Θ] = 0 dans le premier cas, et au contraire une va-
riance très importante dans le second. Supposons pour simplifier que Θ suive une loi Beta,B(α,β),
de paramètres (en notant ν la variance) égaux à

α= p
�

p(1− p)
ν

− 1
�

et β = (1− p)
�

p(1− p)
ν

− 1
�

.

1. Frees et al. (2014) ont proposé une extension de ce graphique au-delà des modèles binaires, afin de comparer des
prédictions de primes.
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5.2 De la variabilité de l’hétérogénéité

S’il n’existe pas de relation simple entre la valeur de l’AUC et ces paramètres, des simulations per-
mettent de montrer que même en connaissant le paramètre de risque parfaitement (pour chaque
individu, la valeur de son niveau de risque θ serait parfaitement connue), l’AUC est une valeur crois-
sante de ν : avec une population très homogène l’assurance est possible et l’AUC reste faible. Avec au
contraire une population très hétérogène l’AUC augmente, et à la limite, dans le cas dégénéré avec
98% des individus en 0, et 2% en 1, l’assurance n’est plus possible.

En réalité, la variable Θ n’est pas observable, et les assureurs utilisent les prédicteurs x pour s’en
approcher. Si avoir des masses de donnéees de plus en plus importantes permet de s’approcher de
plus en plus du paramètre Θ sous-jacent, si la variabilité de Θ reste importante, la mutualisation des
risques a encore de beaux jours devant elle.
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Chapitre 6

En guise de conclusion : L’assurance
disparaîtra-t-elle sous un déluge de

données?

Certains observateurs relèvent que cette obsession à vouloir prédire les risques le plus finement
possible révélerait un comportement schizophrène de la part des assureurs. En effet, s’ils étaient
en mesure de prédire le coût des sinistres qui seront déclarés par chaque assuré, la prime réclamée
correspondrait donc à ce montant, ce qui viderait l’assurance de tout son sens ! Il suffira de se rappeler
de l’excellent film de Jaco Van Dormael, coécrit avec Thomas Gunzig , “Le Tout Nouveau Testament”
dans lequel la jeune Éa dévoile par texto la date de décès de chaque individu pour se rendre compte
de l’absurdité d’une telle situation qui, au demeurant, viderait également l’assurance décès de toute
utilité.

En réalité, ce sont les primes, donc les montants moyens des sinistres, que l’assureur s’attache à
vouloir prédire avec la plus grande précision. Même s’il y arrivait, cela ne viderait aucunement l’as-
surance de son utilité puisque la mutualisation permettrait de compenser les écarts entre les sinistres
observés et leur valeur moyenne. De plus, la tension présente dans les tarifs commerciaux est géné-
ralement bien moindre que celle présente dans les primes techniques.

Évacuons donc le vieux phantasme annonçant la fin de l’assurance avec l’obsession des assureurs
à vouloir prédire les risques le plus finement possible. Il s’agit en fait de personnaliser le montant
des primes, donc le coût moyen des sinistres, et non le coût des sinistres eux-mêmes. Quelle que soit
l’étendue de l’information disponible, il subsistera toujours des écarts conséquents entre les montants
des sinistres et leur valeur moyenne, écarts que l’assurance est là pour compenser. On peut par
contre s’interroger quant à la bonne application des algorithmes prédictifs au sein des compagnies
d’assurance. Il est tout à fait légitime d’exiger une totale transparence et interprétabilité des assureurs
à cet égard, dans une optique XAI. Il l’est tout autant de réclamer du législateur qu’il saisisse bien les
finesses des mécanismes fondamentaux de l’assurance.

L’individualisation poussée des primes a tout son sens lorsque les variations sont induites par des
facteurs sur lesquels l’assuré exerce une grande influence, comme les facteurs comportementaux
par exemple. L’assurance pourrait à cet égard renforcer la prévention, pour autant que l’assureur se
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garde de paraître trop intrusif. La segmentation permet également de juguler le phénomène d’anti-
sélection qui pourrait entraîner une sur-représentation des profils les plus risqués sur le marché, qui
causera à son tour une hausse des primes et poussera les autres profils à résilier ou les découragera
à souscrire. In fine, les profils les moins risqués ne trouveraient donc plus de couverture. Comme le
relèvent Denuit et Charpentier (2004, 2005), en assurance, le bonheur est dans l’ignorance !
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Chapitre 7

Un mot sur la série et les auteurs...

7.1 Les Detra Notes

Les Detra Notes sont une série de notes techniques à la fois pédagogiques et pertinentes pour les
professionnels de l’actuariat. Ces notes, rédigées dans un langage simple et accessible, sont publiées
par les membres de l’équipe Detralytics, un cabinet de conseil qui fournit des services d’expertise et
innovation aux entreprises nécessitant un soutien, une formation ou de la R&D en actuariat, data
science et gestion des risques. L’expertise Detralytics combine connaissance du marché et recherche
académique. Detralytics a été fondée dans le but de soutenir les entreprises dans l’avancement des
sciences actuarielles et de répondre aux futurs défis de la profession. C’est dans le cadre de cette
mission que nous rendons accessibles les Detra Notes.

7.2 Biographies des auteurs

Arthur Charpentier

Arthur Charpentier est Professeur au département de Mathématiques à l’Université du Québec à
Montréal. Avant cela, il a travaillé pour une grande compagnie d’assurance à Hong Kong (Chine)
ainsi qu’au sein de la Fédération Francaise des assureurs à Paris (France). Ses domaines de recherche
englobent l’économétrie, les probabilités appliquées et les sciences actuarielles. Il a publié plusieurs
livres (le plus récent concerne les Sciences actuarielles avec R) et papiers sur divers sujets. Il est
membre de l’Institut des actuaires en France et a été responsable du programme "Data Sciences
pour les actuaires" entre 2015 et 2018. Une liste complète de ses publications est disponible à cette
adresse : https://freakonometrics.github.io/.

Michel Denuit

Michel Denuit est Directeur Scientifique chez Detralytics et Professeur de Sciences Actuarielles à
l’Université Catholique de Louvain. Michel mène une carrière académique internationale depuis une
vingtaine d’années et a collaboré avec différents acteurs du marché de l’actuariat sur des projets tech-
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7.2 Biographies des auteurs

niques. Il a écrit et co-écrit divers ouvrages et publications métier. Une liste complète de ses publica-
tions est disponible à cette adresse : https://uclouvain.be/en/directories/michel.denuit.
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